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Abstrakt

Tato diplomová práce m¥la za cíl prozkoumat vhodné metody analýzy EEG
aktivity s ohledem na detekci a p°ípadnou predikci mikrospánku. Krom¥ kla-
sických metod zaloºených na pouºití Fourierovy transformace se tato práce
zabývá parametrickými metodami a metodami zaloºenými na teorii chaosu,
tedy nelineární analýzou. Porovnání jednotlivých metod vychází jak z te-
oretických p°edpoklad·, tak i z analýz reálných záznam·. U klasických a
parametrických metod je diskutován problém kvality spektrálního odhadu,
dosaºeného frekven£ního rozli²ení a citlivosti daných metod na p°ítomnost
²umu v EEG signálu. U parametrických metod je navíc °e²ena problema-
tika správné volby °ádu autoregresního modelu a zkoumána závislost mezi
odhadnutým °ádem a usínáním. U metod zaloºených na teorii chaosu je z
EEG záznamu rekonstruována jeho stavová trajektorie, diskutována volba
dimenze stavového prostoru a odhad fraktální dimenze v£etn¥ moºnosti de-
tekce mikrospánku na základ¥ fraktální dimenze a stavové trajektorie. Na
záv¥r je provedeno zhodnocení analýz EEG záznam· jednotlivými metodami
a diskutovány jejich moºnosti detekce a predikce mikrospánku.

Abstract

This work deals with the problem of human alertness, especially with detec-
tion and possible prediction of microsleep. The main goal is to �nd adequate
methods of EEG signal analysis to monitor the cognitive state of human ope-
rator. Classical methods based on Fourier transform, parametrical methods
and methods based on Chaos theory are proposed and discussed with re-
spect to theoretical issues and practical aplications. The problem of quality
of spectral estimate, frequency resolution and noise sensitivity is solved for
parametrical and classical methods. Moreover, discussion of e�ective order
selection for parametrical methods is proposed on the basis of Akaine AIC,
FPE and Parzen CAT criterias. Finally, this work deals with reconstruction
of state-space trajectory, computation of fractal dimension, and discussion
of suitable choice of state dimension. Practical results show that continuous
e�ort on this subject could lead to a practical system for noninvasive moni-
toring of cognitive state of human operator in attention-critical settings.
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Kapitola 1

Úvod

Tato práce je sou£ástí dlouhodobého projektu °e²eném na Fakult¥ dopravní
�VUT v Laborato°i spolehlivosti. Cílem projektu je vytvo°it metodiku a ná-
sledn¥ i za°ízení, které by bylo schopno detekovat a p°ípadn¥ i predikovat ná-
stup mikrospánku u osob (dále proband·), které po dlouhou dobu obsluhují
sloºitý um¥lý systém. Markerem pro detekci je zde elektrická aktivita mozku.
Úkolem této diplomové práce je nalézt, aplikovat a porovnat vhodné metody
zpracování elektroencefaloga�cké aktivity mozku (EEG) s ohledem na pre-
dikci mikrospánku tak, aby z nich bylo moºno vyjít p°i návrhu vhodných
klasi�kátor·. První kapitola obsahuje nutné anatomické poznámky, detaily
provedených experiment· a technické speci�kace dané problematiky. Druhá
kapitola se zabývá základním zpracováním EEG signálu. V dal²ích t°ech ka-
pitolách jsou prezentovány pouºitelné metody analýzy EEG signálu. Jedná
se o metody klasické, parametrické a metody zaloºené na teorii chaosu. V
poslední kapitole jsou porovnány jednotlivé metody a zhodnoceny výsledky.
P°ílohy na konci této práce ukazují praktickou aplikaci pouºitých metod na
reálných EEG záznamech.

1.1 Anatomické základy

1.1.1 Lidský mozek

Lidský mozek je velice sloºitý systém, který se stará o somatické funkce (me-
tabolizmus, imunitu, kardiovaskulární systémy aj.), psychické funkce (vigi-
litu, reaktivitu, spánek, pam¥´ aj.) i sám o sebe. Je sou£ástí centrální nervové
soustavy, která se skládá z mozku, moze£ku, mozkového kmenu a míchy.

Histologicky je koncový mozek rozd¥len na ²edou a bílou hmotu. �edá
hmota tvo°í takzvanou mozkovou k·ru a je topogra�cky rozd¥lena dle Brod-
mannovy mapy na 52 areí. Jednotlivé arei se ozna£ují £ísly a representují
ur£itou funk£ní jednotku. Bílá hmota sestává z asocia£ních a komisurálních
vláken. Tyto vlákna propojují jednotlivé úseky mozkové k·ry. Mezimozek
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KAPITOLA 1. ÚVOD 10

se skládá z thalamu, subthalamu, hypothalamu a hypofýzy. Thalamus, sub-
thalamus a hypothalamus obsahují jádra propojující nervová vlákna jdoucí z
periférie do korové oblasti. Hypofýza má jak funkci nervovou, tak funkci hor-
monální. Moze£ek je moºné °adit ke kontrolním systém·m motoriky. Jeho
funkce je zodpov¥dná za vzp°ímené polohy t¥la, rovnováhu, regulaci sva-
lového tonu a °ízení jednotlivých pohyb·. Prodlouºená mícha, je sou£ástí
mozkového kmene. Zde jsou mimo jiné uloºena jádra hlavových nerv·. Sche-
matický nákres mozku v£etn¥ popisu jednotlivých oblastí je na obrázku 1.1.

Obrázek 1.1: Hlavní struktury mozku. Cor. - k·ra mozková (cortex), Bg. -
bazální ganglia, Pa. - pallidum, Thalam. - thalamus, Am. - amygdala (sou£ást lim-
bického systému), AA - area adolfactoria (donátor alfa rytmu), Mes. - st°ední mozek
(mesencephalon), Pons V. - Varol·v most (obsahuje centra pro paradoxní spánek),
Obl. - prodlouºená mícha (oblongata), M - mícha h°betní. Obrázek nakreslen podle
Prof. Fabera.

Mozkové struktury je moºno rozd¥lit na thalamo-kortikální systém a na
septo-hippokampový systém. Thalamo-kortikální systém realizuje reaktivitu
a racionální mentaci (neboli logické my²lení) a £áste£n¥ synchronní spánek.
Produkuje tzv. alfa a beta aktivitu. Septo-hippokampový systém je úst°edím
limbického systému. Jsou v n¥m obsaºeny pam¥´ové stopy, emoce, pocit re-
ality a struktura osobnosti. Je anatomickým generátorem tzv. theta aktivity
(viz [1]).

1.1.2 Spánek a mikrospánek

U zdravého £lov¥ka existují dv¥ základní fáze spánku, paradoxní (ozna£o-
vaný zkratkou REM z ang. rapid eye movement) a synchronní (nonREM).
U synchronního spánku se v EEG k°ivce objevují pomalé vlny s vysokou
amplitudou a frekvencí kolem 1 aº 4 Hz. Tyto vlny odpovídají p°eváºn¥
synchronní £innosti stejných neuronových celk· jako p°i mozkové aktivit¥
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bdícího £lov¥ka, který má zav°ené o£i. Centrum synchronního spánku lze
nalézt v prodlouºené mí²e. U paradoxního spánku nejsou v EEG záznamu
znát pomalé vlny, ale obsahuje vlny nízké a rychlé podobné záznamu bdícího
£lov¥ka s otev°enýma o£ima. Centrum paradoxního spánku se nachází v mos-
tové £ásti mozkového kmene. U synchronního spánku nedochází k pohybu
o£í, u paradoxního spánku jsou pohyby o£í rychlé.

Mikrospánek je krátce trvající povrchní spánek, který m·ºe být m¥lký
(lehký) s otev°enýma o£ima nebo hluboký se zav°enýma o£ima a s moºným
p°echodem do první fáze synchronního spánku.

1.1.3 Biologické markery mikrospánku

Parametr· identi�kující mikrospánek lze najít celou °adu. K nejvýznamn¥j-
²ím pat°í elektrická aktivita mozku, frekvence dechu, frekvence tepu srdce,
pohyb o£í (ví£ek), koºní odpor aj. Ideální by bylo snímat v²echny tyto pa-
rametry sou£asn¥ a z nich vyhodnocovat stav probanda. Tato moºnost by
ov²em daného probanda zna£n¥ zat¥ºovala a byla by �nan£n¥ náro£ná. Z
uvedených parametr· obsahuje elektrická aktivita mozku nejvíce informace
(nap°. pohyb o£í a mrkání lze snadno analyzovat z EEG aktivity) a je pro
detekci £i p°ípadnou predikci mikrospánku nevhodn¥j²í. Proto se v této práci
zam¥°ím na detekci mikrospánku z elektrické aktivity mozku.

1.2 EEG aktivita

1.2.1 Vznik EEG aktivity

Základní elektrická aktivita mozku byla poprvé popsána v 19. století u nea-
nestezovaných zví°at. Systematickou analýzu EEG provedl pozd¥ji psychiatr
Hans Berger, který zavedl termín elektroencefalogram (EEG). Termín EEG
ozna£uje záznam výchylek elektrických potenciál· registrovaných z mozku.
EEG se získává pomocí elektrod umíst¥ných na k·ºi lebky. Elektrická ak-
tivita mozku vzniká synchronizací £innosti velké populace neuron· k·ry
mozku. Zásadn¥ se na jejím vzniku podílí thalamus. P°i získávání EEG zá-
znamu registrujeme p°eváºn¥ aktivitu povrchn¥j²ích vrstev ²edé hmoty k·ry
mozkové.

Nej£ast¥ji vychází popis EEG záznamu z frekven£ních spekter získaných
pouºitím Fourierovy transformace. Analýza touto metodou nalezla své uplat-
n¥ní p°eváºn¥ díky výpo£etn¥ nenáro£né rychlé Fourierov¥ transformaci.
Dlouholeté pokusy ukázaly ur£ité závislosti mezi du²evním stavem £lov¥ka a
frekven£ním spektrem jeho EEG.

Ve frekven£ním pásmu rozeznáváme £ty°i základní pásma (rytmy) 1, které
se li²í frekvencí i amplitudou. Tyto rytmy odpovídají spontánní aktivit¥

1Krom¥ £ty° základních rytm· se v EEG objevuje °ada dal²ích rytm· nap°. mí rytmus,

lambda vlna, rytmus sigma, spánková v°eténka aj.
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mozku.

Název Frek. [Hz] Amp. [�V ] Výskyt
Æ (theta) 0; 5� 4 100 � 150 -
� (delta) 4� 8 50 p°ední oblasti mozkových hemisfér
� (alfa) 8� 15 20� 50 parieto-okcipitální oblasti
� (beta) 15� 35 10� 20 frontální oblasti

Tabulka 1.1: Základní rytmy EEG aktivity.

Theta rytmus má pravidelný sinusoidální pr·b¥h. Theta rytmus je normální
aktivitou v septo-hipokampovém okruhu, kde se objevuje v pr·b¥hu
zvý²ené pozornosti a pravd¥podobn¥ koreluje se zpracováním infor-
mace. Na povrch mozku se tato aktivita nepromítá.

Delta rytmus se objevuje v útlém d¥tství, v dosp¥losti pak pouze v hlub²ích
a hlubokých fázích nonREM spánku. U bd¥lého dosp¥lého £lov¥ka je
tento rytmus vºdy patologický (za p°edpokladu dostate£n¥ velké am-
plitudy).

Alfa rytmus je u dosp¥lého £lov¥ka nejvýznamn¥j²í sloºkou EEG. Objevuje
se p°i relaxované bd¥losti (relaxující £lov¥k v bd¥lém stavu se zav°e-
nýma o£ima) a tlumí se pozorností, hlavn¥ pak zrakovým vjemem.
Frekvence alfa rytmu se m¥ní s v¥kem a m·ºe se mírn¥ m¥nit p°i hy-
poglikémii, sníºení t¥lesné teploty, hyperventilaci apod.

Beta rytmus je nepravidelný rytmus s nízkou amplitudou. Je charakteris-
tický pro bd¥lý stav s otev°enýma o£ima a pro paradoxní spánek.

Blokáda alfa rytmu

P°i otev°ení o£í je alfa rytmus nahrazen nepravidelnou aktivitou s nízkou
amplitudou bez dominantní frekvence, neboli nastává blokáda alfa rytmu.
Obecn¥ se tento jev jmenuje desynchronizace. Desynchronizace m·ºe nastat
i p°i zav°ených o£ích jakýmkoliv typem senzorické stimulace nebo du²evní
£inností.

Evokované potenciály

Primární vyvolané odpov¥di (evokované potenciály) jsou výrazem p°íchodu
speci�cké senzorické informace od p°íslu²ných korových oblastí mozku.

1.2.2 Zp·sob m¥°ení EEG aktivity

EEG je m¥°eno podle mezinárodního schématu navrºeném H. Jasperem, tzv.
systémem "10/20" (viz obrázek 1.2). Vzdálenost elektrod je 10% nebo 20%
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v obou rovinách, tedy jak v rovin¥ podélné, tak i v rovin¥ p°í£né.

Obrázek 1.2: Rozvrºení elektrod podle mezinárodního systému "10/20". Jednotlivé
oblasti mozku jsou ozna£eny písmeny: Fp - prefrontální, F -frontální, C - centrální,
P - parietální, O - okcipitální, T - temporální. Lichá £ísla ozna£ují levou hemisféru
a sudá £ísla pravou hemisféru, písmenem "z" (zero) se zna£í st°ed mezi ob¥ma
polokoulemi.

Reºim· snímání EEG existuje n¥kolik (unipolární reºim, bipolární reºim,
zpr·m¥rovaný reºim). P°i m¥°ení provád¥ných v rámci této diplomové práce
byla pouºita spole£ná referen£ní elektroda, která je zapojená na oba u²ní
lal·£ky (A1, A2). Jedná se o unipolární reºim.

Výsledný EEG záznam má velice malou energii, elektrický potenciál je
°ádov¥ n¥kolik desítek �V . Pro m¥°ení jsou pouºívány elektrody, které jsou
zapouzd°eny v um¥lé hmot¥ a p°enos z povrchu lebky na elektrodu zprost°ed-
kovává vodivý gel, který sniºuje impedanci p°echodu elektroda-k·ºe.

1.2.3 Artefakty

Velice £asto je EEG k°ivka znehodnocena ²umem, který je v léka°ské ter-
minologii ozna£ován jako artefakt. Artefaktem rozumíme takový jev, který
nemá fyziologický p·vod v mozku. Artefakty jsou jak technického (impulsní
ru²ení, nedostate£né stín¥ní magnetických polí, technologický vliv elektrod,
²um elektronických obvod· ad.), tak i biologického rázu (pohyby o£ních ví-
£ek a bulv, svalové artefakty, dýchací pohyby, zm¥ny koºního odporu ad.).
Technické artefakty lze v mnoha p°ípadech odstranit nebo alespo¬ výrazn¥
potla£it. U biologických artefakt· je jejich odstran¥ní velice sloºité nebo do-
konce nemoºné.
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1.2.4 Speci�kace pouºitého m¥°ícího za°ízení EEG

Pouºité m¥°ící za°ízení bylo vyvynuto £eskou �rmou Alien technik v Hro-
nov¥ na základ¥ spolupráce s 1. Léka°skou fakultou UK, Fakultou dopravní
�VUT a Vojenskou akademií, Brno. Umoº¬uje snímání EEG aktivity s po-
uºitím aº 32 kanál·. Za°ízení je p°ipojeno k po£íta£í p°es optický kabel.
Získaná data jsou pr·b¥ºn¥ ukládána do po£íta£e. Z technických speci�kací
za°ízení je d·leºitá vzorkovací frekvence, která je rovna 128 Hz. Tato volba je
rozumná, nebo´ ²í°ka pásma EEG aktivity je 35 Hz. Nyquistova frekvence je
v tomto p°ípad¥ 64 Hz a digitalizovaný signál je moºno rekonstruovat beze
ztráty informace (viz "vzorkovací v¥ta", kap. 2.1). Je t°eba vzít v úvahu,
ºe EEG signál £asto obsahuje ru²ení svalovou aktivitou, která se v¥t²inou
objevuje v beta pásmu EEG aktivity a m·ºe dosahovat i vy²²ích frekvencí.
Aby tato aktivita negativn¥ ovlivnila rekonstrukci EEG signálu, musela by
p°ekro£it hodnotu 93 Hz (jedná se o tzv. aliasing efekt). V b¥ºné praxi lze
tuto alternativu vylou£it.

P°ístroj je dodán se softwarem, který umoº¬uje prohlíºení nato£ených zá-
znam· a základní analýzu signálu (frekven£ní a koheren£ní mapy). V tomto
softwaru je proveden základní popis signálu a jsou ozna£eny výseky ur-
£ené pro zpracování. Pro ukládání m¥°ených záznam· pouºívá tento software
vlastní standard. Bylo tedy t°eba vy°e²it konverzi dat do matlabu. Pro kon-
verzi dat jsem vytvo°il dv¥ utilitky v programovacím jazyku C++. První
z nich p°ipraví soubor pro import, druhá umoº¬uje tvo°it £asové výseky.
Samotnou konverzi do matlabu zaji²´uje skript nahraj.m. Tento skript im-
portuje data do matice, kde kaºdý sloupec odpovídá jedné elektrod¥. Pro
snadnou orientaci v datech je moºno pouºít skript promene21.m (respektive
promene32.m, v závislosti na po£tu zpracovávaných elektrod), který vytovo°í
z matice dat samostatné vektory popsané podle standartního zna£ení elekt-
rod tedy Fp1,Cz,O3 apod. V²echny popsané utilitky lze nalézt na p°iloºeném
CD.

1.2.5 M¥°ení

Pozornost probanda se v pr·b¥hu doby neustále m¥ní. Dlouhodobým sle-
dováním monotónního obrazu £i situace roste únava a dochází k poklesu
pozornosti probanda a moºného vzniku mikrospánku. Zvy²ující se únava má
za následek zpomalení reakce a to jak na zvukový, tak na optický vjem. Prav-
d¥podobnost správné reakce na vzniklý podn¥t klesá. Aby bylo moºné ur£it
subjektivní hranici poklesu pozornosti probanda, je t°eba m¥°it jeho reak£ní
dobu na vzniklý podn¥t. Reak£ní dobou zde budu rozum¥t £asový inter-
val mezi po£átkem p·sobení podn¥tu a ukon£ením odpovídajícího reak£ního
procesu.

Na základ¥ m¥°ení délky reak£ní doby je ur£en pokles pozornosti a vznik
mikrospánku. Aby m¥l proband podmínky podobné skute£nému provozu,
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je na televizní obrazovku promítán videozáznam nato£ený p°ímo v terénu.
Jedná se o snahu navodit situaci podobnou dlouhodobé obsluze um¥lého
systému. Zárove¬ je operátor nucen reagovat na optické nebo zvukové vjemy.

Obrázek 1.3: Schéma m¥°ení EEG a reak£ního £asu. Obrázek p°evzat z [6].

Podle reak£ní doby a daného stavu ve kterém se proband nachází lze
zpracovávaný EEG záznam rozd¥lit do t°í základních skupin 2.

� Vigilita (bd¥ní) - reak£ní £as se pohybuje v intervalu od 180 ms do 400
ms.

� Relaxace (uvoln¥ní) - reak£ní £as se pohybuje v intervalu od 400 ms aº
800 ms.

� Somnolence (mikrospánek) - reak£ní £as se pohybuje v intervalu od 800
ms do 1200 ms, kde p°estává operátor reagovat a p°echází do plynulého
spánku.

Pro praktickou analýzu EEG aktivity jsem pouºil záznamy dvou stroj-
vedoucích a £ty° student· ve dvou fázích. V první fázi se jednalo o b¥ºné
m¥°ení EEG, v druhé fázi byli m¥°ení probandi unavení a nevyspalí. V¥ková
hranice proband· se pohybovala mezi 21 a 65 lety. Jako reakci na podn¥t
bylo ve v²ech p°ípadech pouºito zvukového vjemu (reakce na zvukový podn¥t
je oproti optickému rychlej²í).

Aby bylo moºno porovnat schopnosti detekce mikrospánku jednotlivých
metod, byly pro analýzu vybrány segmenty záznam·, p°i kterých se proband
nacházel v následujících t°ech stavech.

� relaxující £lov¥k s otev°enýma o£ima

� relaxující £lov¥k se zav°enýma o£ima (vigilita)

2Je t°eba poznamenat, ºe takovéto rozd¥lení do t°ech skupin je subjektivní záleºitostí,

nebo´ reak£ní doba je u kaºdého jedince pon¥kud jiná. V laboratorních podmínkách se p°i

o£ekávaném podn¥tu reak£ní £asy neunaveného probanda pohybují okolo 250 ms.
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� usínající £lov¥k se zav°enýma o£ima (somnolence)

Rozd¥lení záznam· do uvedených kategotrií bylo provedeno na základ¥
m¥°ení reak£ního £asu, konzultace a odborné pomoci Prof. MUDr. Josefa
Fabera, DrSc. U kaºdého probanda byly vybrány t°i úseky záznamu pro
kaºdý z uvedených stav·. Zhodnocením výsledku se zabývá kap. 6. Aplikaci
jednotlivých metod na daná data je moºno vid¥t v p°íloze na konci této
práce.



Kapitola 2

Základní zpracování signálu

První £ást této kapitoly obsahuje základní de�nice a pojmy pouºité v této
práci. Druhá £ást kapitoly se zabývá základním p°edzpracováním EEG sig-
nálu - �ltrací vy²²ích pásem dolní propustí.

2.1 Základní de�nice a pojmy

Pro základní popis náhodných signál·, kam °adíme i EEG signály, se pou-
ºívají soubory vhodných charakteristik (jedná se zejména o tzv. statistickou
analýzu). V praxi je vºdy k dispozici pouze signál kone£né délky (kone£ný po-
£et vzork·). Tím je ovlivn¥na i p°esnost vypo£ítaných charakteristik; jedná
se tedy o jejich odhady. P°esnost odhadu je moºno ur£it relativní chybou,
nebo intervaly spolehlivosti. Pojmy a de�nice vycházejí z [11] a [12].

Základní pojmy

Signály uvaºované v této práci jsou diskrétní a budu je zna£it jako x(nT ), p°í-
padn¥ zkrácen¥ jako x(n), kde n = 1; 2; : : : ; N a N je po£et vzork·. Vzorko-
vání signálu je dáno vzorkovací frekvencí fvz která je p°evrácenou hodnotou
vzorkovací periody T . Nyquistova frekvence je de�nována jako fnq = 0:5 �fvz .

Odhad st°ední hodnoty

�̂ = lim
N!1

1

N

NX
k=0

xk[n] (2.1)

Odhad rozptylu

�̂2 = lim
N!1

1

N

NX
k=0

(xk[n]� �)2 (2.2)

17
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Centrovaný signál

Pokud od kaºdého vzorku signálu ode£teme st°ední hodnotu signálu, získáme
centrovaný signál, tedy

xc(i) = x(i)� �̂; kde i = 1 : : : N (2.3)

Kvalita odhadu

Hledáme takový odhad b� náhodné charakteristiky �, který by byl nevychý-
lený a asymptoticky nestranný.

Odhad je nevychýlený, pokud platí

E[b�] = � (2.4)

Odhad b� je asymptoticky nestranný, pokud s rostoucím po£tem zpraco-
vávaných vzork· M konverguje vychýlení odhadu k nule

lim
M!1

b[b�] = � �E[b�] = 0 (2.5)

Odhad je konzistentní, pokud s rostoucím po£tem zpracovávaných vzork·
(M) konverguje k odhadovanému parametru �

lim
M!1

E[(b� � �)2] = 0 (2.6)

Intervaly spolehlivosti

Kvalitu odhadu je moºno popsat intervaly spolehlivosti. Do intervalu spoleh-
livosti se odhadovaný parametr b� "vejde" (bude obsaºen v tomto intervalu) s
p°edem zvolenou pravd¥podobností 1��. Interval spolehlivosti se konstruuje
pomocí

Prfb� � Æ1 � � � b� + Æ2g = 1� �; kde Æ1; Æ2 > 0 (2.7)

Intervaly spolehlivosti budu pouºity ve t°etí kapitole pro ur£ení kvality
spektrálních odhad·.

Autokovarian£ní funkce

Autokovarian£ní funkce vyjad°uje míru závislosti mezi hodnotami signálu
vzdálených o daný £asový interval � . Autokovarian£ní funkce ur£ená pro
okamºiky t a t+ � je de�nována momentem druhého °ádu následovn¥

Rxx(�) = E[xc(t) � xc(t+ �)]; kde xc je centrovaný signál (2.8)

Odhad kovarian£ní funkce signálu xc je následující (m je voleno tak, aby
spl¬ovalo podmínku m � 0:1N).



KAPITOLA 2. ZÁKLADNÍ ZPRACOVÁNÍ SIGNÁLU 19

bRxx(�) =
1

N

N�rX
i=1

xc(iT ) � xc(iT + �); � = r � T; r = 1 : : : m (2.9)

Tento odhad nespl¬uje podmínku (2.4) a je tedy vychýleným odhadem.
Konzistentní odhad získáme nahrazením výrazu 1=N v rovnici (2.9) výrazem
1=(N � r), p°i£emº musí být spln¥na podmínka r � N .

Autokorela£ní funkce

Autokorela£ní funkce je ekvivalentem autokovaria£ní funkce pouze s tím roz-
dílem, ºe se výpo£et provádí s necentrovaným signálem x(n).

Wiener-Chin£inovy vztahy

Vzájemnou závislost korela£ní funkce a spektra signálu popisují Wiener-
Chin£inovy vztahy

Gxx(f) =

Z
1

�1

Rxx(�)e
�j2��fd�; �1 < f <1 (2.10)

Rxx(�) =

Z
1

�1

Gxx(f)e
j2�f�df; �1 < � <1 (2.11)

Stacionarita

Stacionární je takový signál, u kterého se posunem po £asové ose nezm¥ní
jeho charakteristiky. Rozli²ujeme stacionaritu v uº²ím a v ²ir²ím smyslu.

De�nice 1 Náhodný proces se nazývá stacionární v ²ir²ím smyslu, práv¥
tehdy, kdyº je jeho st°ední hodnota £asov¥ invariantní �(t) = � a autokore-
la£ní funkce je závislá pouze na £asovém rozdílu � = tj � ti, tj. R(ti; tj) =
R(tj � ti) = R(�) [11].

V praxi v¥t²inou sta£í ov¥°it stacionaritu v ²ir²ím smyslu, nebo´ spln¥ní
této podmínky dává dobrý p°edpoklad pro stacionaritu v uº²ím smyslu.

Vzorkovací v¥ta

Zpracovávaný signál je t°eba vzorkovat frekvencí fvz, která je alespo¬ dvakrát
v¥t²í neº je ²í°ka pásma B signálu x(t). Pro vzorkovací krok platí T = 1=fs �
1=2B.
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2.2 Filtrace vy²²ích pásem dolní propustí

Frekven£ní rozsah elektroencefalogra�cké aktivity mozku se pohybuje v ob-
lasti od 0; 5 do 35 Hz. V oblasti mezi 15 aº 35 Hz se velice £asto projevuje
svalová aktivita, která je v mnoha p°ípadech neodli²itelná od beta aktivity
mozku. Z t¥chto d·vod· je t°eba �ltrovat vstupní signál vhodn¥ zvolenou do-
lní propustí jejíº kritická frekvence je v rozmezí 15 aº 35 Hz. Návrh dolnopro-
pustních �ltr· vychází z poºadovaného pr·b¥hu frekven£ních charakteristik,
zejména sledujeme chování �ltr· v oblastech propustného pásma, p°echod-
ného pásma a potla£eného pásma. Cílem návrhu je minimalizovat ²í°ku p°e-
chodného pásma a p°ekmity v propustném pásmu a v potla£eném pásmu.
Pro návrh dolní propusti jsem pouºil základní b¥ºn¥ pouºívané typy IIR (z
angl. in�nite impulse response) �ltr·. Jedná se o Butterworth·v, �eby²ev·v
a eliptický �ltr. U t¥chto �ltr· bylo t°eba zajistit jejich stabilitu, tedy zajistit,
aby v²echny póly z obrazu p°enosové funkce �ltru leºely uvnit° jednotkové
kruºnice. Tato volba zaru£uje kone£nou odezvu �ltru na vstupní signál. Z
impulzní charakteristiky je moºno sledovat rychlost ustálení a velikost p°e-
kmitu na Dirac·v impulz. Dané �ltry jsem navrhl a odsimuloval v prost°edí
Matlab s pouºitím Signal Processing Toolboxu. P°esný popis výpo£tu t¥chto
�ltr· lze nalézt nap°íklad v [12].

P°enosové funkce uvaºovaných �ltr· budu dále vyjad°ovat v tzv. Z-
transformaci. Frekven£ní rovina z = u + j! (kde j =

p�1) je svázána s
fyzikální (Laplaceovou) frekven£ní rovinou p = �+ j! transforma£ním vzta-
hem z = e�Ts � ej!Ts , kde Ts je vzorkovací perioda.
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2.2.1 Butterworth·v �ltr

Amplitudová charakteristika tohoto �ltru je maximáln¥ plochá; její pr·b¥h
je monotónní a pokles v p°echodovém pásmu je N � 20dB=dek, kde N je °ád
�ltru.

0 10 20 30 40 50 60
−250

−200

−150

−100

−50

0

Ze
síle

ní 
(dB

)

0 10 20 30 40 50 60
−450

−400

−350

−300

−250

−200

−150

−100

−50

0

Frekvence (Hz)

Fá
ze

 (s
tup

níc
h)

0 5 10 15 20 25 30
−0.2

−0.1

0

0.1

0.2

0.3

0.4

0.5

0.6

Cas (vzorkù)

Im
pu

lzn
í o

de
zva

−2.5 −2 −1.5 −1 −0.5 0 0.5 1 1.5 2 2.5

−1

−0.5

0

0.5

1

Reálná osa

Im
ag

in
ár

ní
 o

sa

Obrázek 2.1: Butterworth·v �ltr 5. °ádu. Naho°e amplitudová a fázová cha-
rakteristika (mod°e-amplituda, zelen¥-fáze), vprost°ed impulzní odezva, dole roz-
míst¥ní nul a pól· (o-nula, x-pól)

.
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2.2.2 �eby²ev·v �ltr

�eby²evy �ltry obsahují zvln¥ní amplitudové frekven£ní charakteristiky. U
�ltru I. typu je toto zvln¥ní v oblasti propustného pásma, u �ltru II. typu
(téº tzv. inverzní �eby²ev·v �ltr typu DP) je zvln¥ní v potla£eném pásmu.
Pokles amplitudy v p°echodném pásmu je v¥t²í neº u Butterworthova �ltru.
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Obrázek 2.2: �eby²ev·v �ltr I. typu 5. °ádu. Naho°e amplitudová a fázová cha-
rakteristika (mod°e-amplituda, zelen¥-fáze), vprost°ed impulzní odezva, dole roz-
míst¥ní nul a pól· (o-nula, x-pól).
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Obrázek 2.3: �eby²ev·v �ltr II. typu 5. °ádu. Naho°e amplitudová a fá-
zová charakteristika (mod°e-amplituda, zelen¥-fáze), vprost°ed impulzní odezva,
dole rozmíst¥ní nul a pól· (o-nula, x-pól).
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2.2.3 Eliptický �ltr

Eliptický �ltr vykazuje zvln¥ní jak v propustném pásmu, tak v potla£eném
pásmu. Jedná se o �ltr s nejstrm¥j²ím poklesem amplitudy v p°echodovém
pásmu.
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Obrázek 2.4: Eliptický �ltr 5. °ádu. Naho°e amplitudová a fázová charakteris-
tika (mod°e-amplituda, zelen¥-fáze), vprost°ed impulzní odezva, dole rozmíst¥ní nul
a pól·(o-nula, x-pól).
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2.2.4 Porovnání navrºených �ltr·

Jak je moºno vid¥t z rozmíst¥ní pól·, jsou v²echny navrºené �ltry stabilní.
Umíst¥ní pól· ur£uje rychlost ustálení a velikost p°ekmitu p°i vybuzení �l-
tru vstupním signálem. Pokud vybudím �ltr Dirakovým impulzem, získám
impulzní charakteristiku a mohu porovnat chování jednotlivých �ltr·. Nej-
rychlej²í ustálení a nejmen²í p°ekmity vykazuje Butterworth·v �ltr, který se
ustálí jiº po 15 vzorcích. Nejhor²í impulzní odezvu má eliptický �ltr, který
není ustálen ani po 30 vzorcích. Pokud porovnám ²í°ku p°echodného pásma,
má eliptický �ltr nejlep²í charakteristiku, nebo´ vykazuje nejv¥t²í pokles am-
plitudy na dekádu, následuje �eby²ev·v �ltr typ II a I a nakonec Butterwor-
th·v �ltr, jehoº pokles je pouze 50 dB na dekádu. V²echny �ltry vykazují
nelineární fázovou charakteristiku, Butterworth·v �ltr a �eby²ev·v �ltr I.
typu mají tuto charakteristiku monotóní, bez zlom·, oproti eliptickému �l-
tru a �eby²evovu �ltru II. typu, jejichº charakteristika je siln¥ nelineární se
zlomy zp·sobenými zvln¥ním v potla£eném pásmu. U eliptického �ltru je
první zlom aº u frekvence 45 Hz, u �eby²evova �ltru II. typu uº na frekvenci
35 Hz. Pokud bych navrhoval analogový �ltr, rozhodl bych se pro eliptický,
nebo´ má nejv¥t²í pokles v p°echodném pásmu a jeho realizace je moºná s
pouºitím niº²ího °ádu neº u ostatních �ltr·. P°i digitální �ltraci je nejvýhod-
n¥²í pouºít Butterworth·v �ltr, jehoº fázová i impulzní charakteristika má z
navrºených �ltr· nejlep²í pr·b¥h. Ur£itou nevýhodou je niº²²í pokles ampli-
tudy, jenº je moºno obejít volbou vy²²ího °ádu �ltru. V²echny zpracovávané
EEG signály v této práci jsou �ltrovány Butterworthovým �ltrem 10. °ádu
o kritické frekvenci 35 nebo 15 Hz v závislosti na konkrétní aplikaci. P°íklad
�ltrace EEG signálu Butterworthovým �ltrem je na obrázku 2.5.

Obrázek 2.5: Filtrace EEG signálu Butterworthovým �ltrem 10. °ádu.
Naho°e ne�ltrovaný signál, vprost°ed signál �ltrovaný na 35Hz, dole signál �ltro-
vaný na 15 Hz. Jak je vid¥t, p·vodní signál obsahuje silné ru²ení svalovou aktivitou,
kdeºto u signálu od�ltrovaného na 35 Hz lze pozorovat jak beta tak alfa aktivitu.
U signálu �ltrovaného na 15 Hz je velmi výrazná alfa aktivita. Délka zobrazeného
signálu je 2:5s.
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Spektrální analýza

Spektrální analýza provádí transformaci signálu z £asové oblasti do frekven£ní.
Tím získáváme tzv. spektrum signálu. Pro náhodné signály, kam je moºné
za°adit i EEG signál, není tato transformace jednozna£ná, nebo´ se ztrácí
informace o fázi signálu. Jelikoº se jedná o statistickou charakteristiku, lze
mluvit o spektrálním odhadu. Tento odhad není nikdy zcela p°esný a je
siln¥ ovlivn¥n nejen charakterem signálu, ale i pouºitou metodou. Uºívané
metody lze rozd¥lit do dvou kategorií: klasické metody zaloºené na pouºití
Fourierovy transformace a parametrické metody zaloºené na popisu signálu
souborem parametr·. Ob¥ma druhy metod se budu podrobn¥ zabývat v této
a v p°í²tí kapitole a provedu jejich zhodnocení s ohledem na analýzu EEG
signálu a jejich moºné pouºití pro predikci mikrospánku.

3.1 Klasické metody

P°i spektrální analýze EEG signálu se snaºím zpracovávat pouze spontánní
aktivitu mozku. Pokud signál obsahuje artefakty nebo evokované potenciály
(reakce na ur£itý podn¥t), je odhadnuté spektrum nep°esné a m·ºe zp·sobit
²patnou klasi�kaci. Je tedy t°eba zajistit, aby zpracovávaný signál byl stacio-
nární, coº je nutná podmínka pro ur£ení frekven£ního odhadu. Jako celek je
EEG signál nestacionární, jak ukázala studie zabývající se statistickými testy
EEG segment· r·zných délek. Ve studii bylo zji²t¥no, ºe ze v²ech EEG dat
m¥°ených v klidovém stavu (spontánní aktivita) pouze 50 % segment· délek
2:5 aº 5 sekund sp¬ovalo podmínku stacionarity (viz. de�nice 1). Pokud se s
touto hodnotou spokojím a budu vycházet z toho, ºe analyzovaný segment
je dlouhý 3 sekundy (v tomto p°ípad¥ bude více jak 50 % zpracovávaných
segment· stacionární), získám frekven£ní rozli²ení maximáln¥ 1=3 Hz. Jak
ukáºi pozd¥ji, tato hodnota se v praxi je²t¥ výrazn¥ sníºí, nebo´ bude t°eba
rozd¥lit zpracovávaný segment na více £ástí.

Klasické metody výpo£tu spektrálního odhadu jsou zaloºeny na pouºití
diskrétní Fourierovi transformace (DFT ). V praxi se pouºívají dva základní

26
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principy výpo£tu, u kterých existuje mnoho modi�kací. První a historicky
star²í metoda je zaloºena na výpo£tu autokorela£ní funkce a následné apli-
kaci DFT. Jedná se o autokorela£ní metodu. Druhým typem metody je p°ímá
metoda, která se prosadila po objevu rychlé Fourierovy transformace (FFT ).
Tato metoda aplikuje FFT p°ímo na data a následn¥ vypo£ítá kvadrát mo-
dulu, p°ípadn¥ provádí vhodné pr·m¥rování odhadu. Z p°ímých metod se
nej£ast¥ji pouºívá metoda modi�kovaných periodogram· a Welchova metoda.
Welchova metoda poskytuje nejlépe vyhlazený odhad (viz [11]), budu ji tedy
pouºívat. Zpracovávaný signál je dále uvád¥n jako xn, £as jeho trvání jako
T0 = N �T , spektrální odhad jako bGxx(fk) a vyhlazený odhad jako �Gxx(fk).
Teoretické úvahy a vzorce je moºno nalézt v [11] a [12].

Prvním krokem p°i spektrální analýze je vycentrovat zpracovávaný signál
x(n) podle 2.3 na xc(n).

3.2 Aplikace okna

Jelikoº je DFT de�nována pro periodické signály, je t°eba volit po£et vzork·
N jako celistvý násobek periody signálu. Tuto podmínku EEG signál v zásad¥
nespl¬uje. Dochází k tzv. rozmazání spektra (ang. leakage), tedy k prosáknutí
energie ve spektru do sousedních frekven£ních £ar. Pro potla£ení rozmazání
spektra je tedy t°eba pouºít okno, jehoº £asový pr·b¥h se na obou koncích
blíºí nule. Zpracovávaný signál xc(n) je proto t°eba upravit vynásobením
£asovým oknem !(n).

xw(n) = x(n) � !(n) (3.1)

�asových oken lze najít celou °adu, nap°. trojuhelníkové (Bartletovo), Han-
novo, Hammingovo £i Blacmanovo. Jejich £asový pr·b¥h je na obrázku 3.1.

0 500 1000
0

0.5

1

Poèet vzorkù

w(
n)

Bartlett
Hann    
Hamming 
Blackman

Obrázek 3.1: Pr·b¥hy základních oken v £asové oblasti (pro N=1000).

I p°esto, ºe tato okna mají velmi podobný £asový pr·b¥h, jejich vlastnosti
se li²í. Proto se p°i frekven£ní analýze hledá, které okno je nejvhodn¥j²í pro
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konkrétní aplikaci. Nej£ast¥ji pouºívané okno p°i zpracování EEG je Hannovo
okno, které budu pouºívat. Je de�nováno následovn¥

w(n) =
1

2
� (1� cos(2�n=N)); 0 � n � N (3.2)

Ukázka aplikace tohoto okna na EEG signál je na obrázku 3.2.

Obrázek 3.2: Aplikace Hannova okna na EEG signál s dominantní alfa aktivi-
tou. Naho°e p·vodní signál, dole signál upravený oknem (délka zobrazeného signálu
je 3:5 s).

Vynásobením signálu oknem se zm¥nila jeho amplituda a tedy i délky
odhadnutých spektrálních £ar. Tento problém lze odstranit snadnou korekcí
p°ímo ve frekven£ní oblasti (viz 7 bod 7).

3.3 Odhad spektra

Výkonovou spektrální hustotu EEG signálu je moºno de�novat jako

Gxx(f) = 2 � 1

N

???X(f)
???2; (3.3)

kde X(f) je diskrétní Fourierova transformace

X(f) =
N�1X
n=0

x(n) � e�j 2�N n�f ; f = 0; 1; : : : ; N � 1 (3.4)

Takto získaný spektrální odhad má maximální frekven£ní rozli²ení ale
minimální statistickou stabilitu. Pro její zvý²ení je t°eba nalezený odhad
vyhladit. Rozdíl mezi vyhlazeným a nevyhlazeným odhadem ukazuje obrá-
zek 3.3.
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Obrázek 3.3: Spektrální odhad EEG signálu. Vlevo nevyhlazený, vpravo vy-
hlazený.

3.4 Vyhlazení odhadu

Pro vyhlazení odhadu je t°eba rozd¥lit signál x(n) na M segment· xi(n),
kde i = 1; : : : ;M o délce L = N=M . Na kaºdý z t¥chto segment· je apliko-
váno okno a následn¥ spo£ítán spektrální odhad. Výsledný odhad vznikne
zpr·m¥rováním odhad· v²ech segment·. Pr·m¥rováním klesá frekven£ní roz-
li²ení, ale stoupá statistická stabilita odhadu. Následující dva vzorce popisují
velikost vychýlení b[ bGxx(f)] a rozptylu �2[ bGxx(f)] vyhlazeného odhadu

b[Gxx(f)] �
B2
e

24
�G00

xx(f) (3.5)

�2[Gxx(f)] �
G2
xx(f)

M
; (3.6)

kde Be = 1=T0i je ekvivalentní ²í°ka pásma odpovídající délce segmentu.

Z t¥chto rovnic vyplývá, ºe vychýlení je pouze funkcí frekven£ního rozli-
²ení Be, zatímco rozptyl je funkcí sou£inu Be �T0i. S rostoucí délkou segmentu
T0i klesá chyba vychýlení, ale roste rozptyl odhadu. Vychýlení má za násle-
dek rozmazání spektra, kdeºto rozptyl ur£uje statistickou stabilitu odhadu,
tedy chybu odhadu spektrální £áry. Pokud je odhad nevyhlazený, je

kaºdá frekven£ní £ára odhadnuta s chybou 100%!. P°i volb¥ po£tu
a délky segment· je t°eba hledat kompromis mezi frekven£ním rozli²ením a
stabilitou odhadu.

3.5 Praktická aplikace

Pro zachování podmínky stacionarity (s p°ihlédnutím ke studii o staciona-
rit¥ EEG signálu [10]) uvaºuji délku zpracovávaného signálu 3s (vzorkovací
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frekvence fvz = 128Hz, N = 384). Pokud signál rozd¥lím na 5 segment·
po 1 sekund¥, které se p°ekrývají po 0:5 sekund¥, bude dosaºené frekven£ní
rozli²ení rovno 1 Hz a chyba rozptylu bude p°ibliºn¥ 40%. Tato volba se zdá
být rozumná, nebo´ dosaºené frekven£ní rozli²ení je dosta£ující a náhodná
chyba odhadu relativn¥ nízká. V této práci budu v²echny spektrální odhady
po£ítané Welchovou metodou zpracovávat tímto zp·sobem. Kvalitu takto
vytvo°eného odhadu je moºno ov¥°it pomocí intervalu spolehlivosti sestro-
jeného podle 2.7. Na obrázku 3.4 je vid¥t spektrální odhad EEG signálu a
interval spolehlivosti na hladin¥ � = 5%.

Obrázek 3.4: Vyhlazený spektrální odhad EEG signálu v£etn¥ 95% inter-
valu spolehlivosti. Naho°e signál od�ltrovaný Butterworthovým �ltrem na 35 Hz
(délka zobrazeného signálu je 3 s), dole spektrální odhad (£ervené £áry ur£ují ve
které oblasti bude leºet skute£né spektrum signálu s pravd¥podobností 95%)

3.6 Shrnutí výpo£tu spektrálního odhadu

Princip výpo£tu spektrálního odhadu pomocí Welchovy metody popsaný v
této kapitole lze shrnout do následujících 7 krok·.

1. Vstupní signál x(n) upravím podle 2.3 na centrovaný signál xc(n).

2. Centrovaný signál xc(n) rozd¥lím na M segment· xci(n) o délce L.

3. Na kaºdý segment xci(n) aplikuji vhodné okno !h(n) (v na²em p°ípad¥
Hannovo okno).

xci(n) = xci(n) � !h(n) (3.7)
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4. Pro kaºdý segment xci(n) vypo£ítám spektrum pomocí FFT.

Xci(fk) = T �
L�1X
n=0

xci(n) � e�j
2�

L
n�k (3.8)

5. Pro kaºdý segment xci(n) vypo£ítám odhad spektrální hustoty bGxxi.

bGxxi(fk) = 2 � T
L

??? 1

T
Xci(fk)

???2 (3.9)

6. Pro vyhlazený odhad �Gxx zpr·m¥ruji vypo£tené bGxxi v²ech segment·.

�Gxx(fk) =
1

M

M�1X
i=0

bGxxi(fk) (3.10)

7. Úpravou signálu £asovým oknem se sníºila hodnota vzork· a odhad by
byl vychýlený. Je t°eba násobit hodnoty vypo£teného odhadu hodnotou
1=
P
!2
h
(n), kde !h(n) je pouºité okno.



Kapitola 4

Parametrické metody

Ú£elem parametrických metod je najít vhodný model, který podle ur£ité
podmínky aproximuje charakter zpracovávaného signálu. Tyto metody mají
mnoho výhod, m·ºeme jimi snadno získat spektrální odhad signálu, od�l-
trovat ²um (Wienerova �ltrace), £i dokonce predikovat budoucí vývoj sig-
nálu. Nejd·leºit¥j²í vlastností ov²em z·stává fakt, ºe pomocí n¥kolika málo
parametr· je moºno popsat celý signál. Návrh vhodného klasi�kátoru (£i
prediktoru) stavu probanda zaloºený na t¥chto metodách je pak pom¥rn¥
snadnou záleºitostí (coº je²t¥ samo o sob¥ neznamená, ºe jsou tyto metody
pro klasi�kaci EEG nejvhodn¥j²í). V této kapitole vycházím p°eváºn¥ z [11] a
z [13], kde je po teoretické stránce daná problematika rozpracována do v¥t²í
hloubky. Pro výpo£et parametrických model· a estimaci °ádu model· jsem
pouºil TSA (Time Series Analysis) Toolbox 2:40 (je p°iloºen na CD disku)
a Signal Processing toolbox pro Matlab.

4.1 Úvod do problematiky

Na parametrické metody lze pohlíºet jako na jistý zp·sob �ltrace signálu.
Smyslem t¥chto metod je najít p°enosovou funkci �ltru tak, aby co nejlépe
popisovala daný signál. Tato my²lenka vychází z p°edpokladu, ºe analyzo-
vaný signál vznikl pr·chodem bílého ²umu p°es lineární £asov¥ invariantní
�ltr. Pro lep²í p°edstavu je moºno vnímat výpo£et parametr· modelu jako
"vyb¥lení" zpracovávaného signálu, kde se informace o signálu "zachytí" do
po£ítaných parametr·. Tento proces ilustruje obrázek 4.1.

32
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Obrázek 4.1: Vyb¥lení signálu pomocí parametrických metod. Vlevo na-
ho°e p·vodní signál, vpravo naho°e vyb¥lený signál, vlevo dole frekven£ní spekt-
rum p·vodního signálu, vpravo dole frekven£ní spektrum vyb¥leného signálu (pro
názornost zobrazeno v 10 násobku spektra p·vodního signálu).

4.2 Druhy model·

Podle typu hledaného £íslicového �ltru je moºno rozli²ovat t°i typy model·

ARMA modely (z ang. autoregressive moving average model) jsou popsané p°e-
nosovou funkcí H(z) = B(z)

A(z)
, kde H(z) je IIR �ltr. ARMA modely

poskytují nejp°esn¥j²í odhad signálu p°i nejniº²ím °ádu modelu. Nale-
zení jejich parametr· je ov²em zna£n¥ sloºité (vede na °e²ení nelineární
optimaliza£ní úlohy).

MA modely (z ang. moving average model) vycházejí z p°enosové funkce
H(z) = B(z), kde H(z) je FIR �ltr. Výhodou tohoto modelu je za-
ru£ená stabilita �ltru (má M -násobný pól v po£átku z-roviny), ov²em
nalezení parametr· op¥t vede na nelineární úlohu.

AR modely (z ang. autoregressive model) mají p°enos H(z) = 1
A(z)

, kde
H(z) je IIR �ltr. Ur£ení parametr· tohoto modelu vede na lineární
úlohu, ov²em stabilita °e²ení není vºdy zaru£ena.

ARMA modely nalezly ²ir²í uplatn¥ní v teorii °ízení, kde se pouºívají pro
vytvo°ení model· systém·. Jejich zna£nou výhodou je dobrá odolnost proti
²umu. Pro zpracování signálu se nej£ast¥ji pouºívají autoregresní modely,
nebo´ jejich výpo£et je snaz²í neº u ARMA a MA model· a jsou schopny
dostate£n¥ p°esn¥ vystihnout charakter signálu a ur£it jeho spektrum. P°i
zpracování EEG signálu vycházím z návrhu AR model·. Návrh AR modelu
a výpo£et jeho parametr· popisuje následující £ást.
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4.3 Autoregresní estimátor

Zpracovávaný signál zna£ím jako x(n), £as jeho trvání jako T0 = N � T , kde
N je po£et vzork·. Pomocí AR modelu aproximuji zpracovávaný signál x(n)
signálem x̂(n). Rozdíl aproximace x̂(n) od skute£ného signálu x(n) vyjad-
°uje chyba estimace e(n). Zp·sob získání parametr· AR modelu vychází z
minimalizace chyby estimace, p°esn¥ji z minimalizace st°ední kvadratické od-
chylky J . Zjednodu²ený ná£rt výpo£tu je následující (vycházím z [11], kde
je moºno najít podrobn¥j²í postup).

Chyba estimace e(n) signálu x(n)

e(n) = x(n)� x̂(n) (4.1)

Podle p·vodního p°edpokladu uvaºuji, ºe zpracovávaný signál x(n) vznikl
pr·chodem bílého ²umu p°es lineární £asov¥ invariantní �ltr, jehoº impulzní
odezva je g(n). Na vstupu tohoto �ltru je signál u(n). Pro chybu predikce
pak mohu psát

e(n) = x(n)�
MX
i=0

g(i) � u(n� i); n = 1; 2; : : : ;M (4.2)

kde M je °ád �ltru.

Cílem návrhu AR modelu je minimalizovat rozdíl mezi skute£ným a od-
hadnutým signálem tak, aby rozdíl výkon· obou signál· byl minimální. Proto
neminimalizuji p°ímo chybu predikce, ale st°ední kvadratickou odchylku J ,
která je dána jejím kvadrátem. St°ední kvadratickou odchylku J je moºno
de�novat podle (4.3). Platnost této rovnice vyºaduje stacionaritu signálu
(viz. p°edchozí kapitola)

J = E[e2(n)] = E[(x(n)� x̂(n))2] (4.3)

Pokud p°ihlédnu k rovnici (4.2), je kvadratická odchylka funkcí M + 1
parametr· g(i). Pro nalezení jejího minima musím vypo£ítat gradient st°ední
kvadratické odchylky

rJ =
@E[e2(n)]

@g(k)
= E[e(n) � u(n� k)]; k = 1; 2; : : : ;M (4.4)

Anulováním gradientu naleznu minimum a získám normální rovnice

E
h�
x(n) +

MX
i=0

g(i) � u(n� i)
�
� u(n� k)

i
= 0 (4.5)
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Výraz na levé stran¥ p°edstavuje sou£in £tvercové matice °ádu M a hle-
daný vektor koe�cient· �ltru. Prvky matice jsou autokorela£ní koe�cienty
signálu x(n).

Pokud se pro výpo£et koe�cient· pouºije rovnice (4.5) v tomto tvaru,
jedná se o autokorela£ní metodu. Pokud rovnici (4.5) dále upravím odebráním
n¥kterých £len· ze sumy, jedná se o kovarian£ní metodu. Zpracovávám li
signál s dostate£ným po£tem vzork· (N � 100), jsou výsledky autokorela£ní
a kovarian£ní metody srovnatelné (viz [11] str. 251). Jelikoº je autokorela£ní
metoda výpo£etn¥ rychlej²í a délka zpracovávaného signálu je min. 1 sekunda
(N = 128), budu pouºívat autokorela£ní metodu.

4.3.1 Wiener-Hopfova rovnice

St°ední hodnotu v rovnici (4.3) je t°eba aproximovat odhadem této hodnoty
ur£ovaným v £ase. Pokud je pro odhad pouºita autokorela£ní metoda, nazývá
se normální rovnice (4.5) Wiener-Hopfova a je moºno ji rozepsat následovn¥

2
666664

Ru(0) Ru(1) : : : Ru(M)

Ru(1) Ru(0) : : :
...

...
...

. . .
...

Ru(M) Ru(M � 1) : : : Ru(0)

3
777775
�

2
66664

g(0)
g(1)
...

g(M)

3
77775 = �

2
66664

Rxu(0)
Rxu(1)

...
Rxu(M)

3
77775 (4.6)

kde Ru(k) a Rxu(k) jsou odhady korela£ních koe�cient·.

Pokud °e²ím tuto rovnici pro neznámé g, získám p°enosovou funkci AR
modelu. Algorytm· °e²ení normální rovnice existuje celá °ada po£ínaje Gau-
sovou eliminací aº po itera£ní metody, které je moºno pouºít pro realtimové
zpracování signálu, nebo´ s kaºdým dodaným vzorkem se pouze p°izp·sobí
parametry modelu.

Pro zpracování signálu budu pouºívat dv¥ metody: Yule-Walkerovu a
Burgovu. Výpo£et koe�cient· AR modelu je u obou metod zaloºen na jiném
principu, dá se tedy usuzovat na odli²nost výsledk·. Yule-Walkerova metoda
pat°í do mnoºiny autokorela£ních metod, protoºe je zaloºena na výpo£tu
korela£ních koe�cient· Ru(k),Rxu(k) a následném °e²ení rovnice (4.6). Bur-
gova metoda je zaloºena na kombinaci �ltrace a výpo£t· signálu, nevyºaduje
p°ímé sestavení normální rovnice. Výhodou této metody je zaru£ená stabi-
lita °e²ení. Pro signály obsahující sm¥s harmonických signál· m·ºe být její
odhad nep°esný v d·sledku citlivosti na zm¥ny fáze signálu. Rozli²ení obou
metod je srovnatelné.



KAPITOLA 4. PARAMETRICKÉ METODY 36

4.4 �ád modelu

P°i výpo£tu AR modelu je t°eba ur£it jeho °ád. �ád modelu M je p°ímo
závislý na statistických vlastnostech zpracovávaného signálu. Experimenty
ukazují (viz [11] str. 257), ºe optimální hodnotu M pro náhodné stacionární
signály je t°eba volit mezi 0:05N a 0:2N . Zpracovávám-li tedy 1 sekundový
úsek signálu, bude M v rozmezí mezi 6 a 25. Pokud ur£ím °ád modelu p°íli²
nízký, bude popis signálu nep°esný, naopak s vy²²ím °ádem vroste rozptyl
odhadu i výpo£etní náro£nost1. Je tedy t°eba najít vhodný kompromis. V
praxi se pro odhad °ádu modelu pouºívají t°i základní typy kritérií Akainovo
FPE, Akainovo AIC a Parzenovo CAT kritérium. V²echna uvedená kritéria
vycházejí z výkonu chyby predikce P (M).

Obrázek 4.2: Signál pouºitý pro ukázku výpo£tu °ádu modelu pomocí
FPE, AIC a CAT kritéria. Délka zobrazeného signálu je 3s.

Pro ukázku výpo£tu °ádu modelu jednotlivými kritérii jsem pouºil signál
z obrázku 4.2. Pr·b¥h výpo£tu °ádu modelu jednotlivými kritérii ilustrují
obrázky 4.3 4.4 a 4.5.

Akainovo FPE kritérium

M =
N +M + 1

N �M � 1
� P (M) (4.7)

Akainovo AIC kritérium

M = ln(P (M)) +
2M

N
(4.8)

Parzenovo CAT kritérium

M =
1

N

NX
m=1

N �m

N � P (m)
� N �M

N � P (M)
(4.9)

1Velmi d·leºitým aspektem p°i pouºití autoregresních model· pro výpo£et spektrální

hustoty je správná volba °ádu model·. Pro nízký °ád má odhad nedostate£né rozli²ení,

vysoký °ád má za následek nepravé detaily ve spektru a nestabilní odhad.
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Obrázek 4.3: Akainovo FPE kritérium.

Obrázek 4.4: Akainovo AIC kritérium.

Obrázek 4.5: Parzenovo CAT kritérium.
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4.4.1 Klasi�kace °ádem modelu

P°i zpracovávání EEG signálu jsem provedl pokus s estimací °ádu modelu
pro vybrané úseky dat 6 proband· (detaily viz. Kapitola 1, sekce M¥°ení).
Celkem se jednalo o 54 úsek·. Cílem bylo zjistit, jestli existuje korelace mezi
odhadnutým °ádem modelu a stavem probanda. Pokud by se ukázalo, ºe se
odhadnutý °ád modelu výrazn¥ li²í pro vybrané situace, mohl by tento fakt
slouºit jako hrubý estimátor stavu. Dá se p°edpokládat, ºe p°i otev°ených
o£ích bude °ád modelu jiný neº p°i o£ích zav°ených, nebo´ komplexnost
obou signál· se na první pohled zna£n¥ li²í. Jednotlivé testované stavy jsou
následující.

� OA (oculi aperti) - relaxující £lov¥k s otev°enýma o£ima

� OC (oculi clausi) - relaxující £lov¥k se zav°enýma o£ima (vigilita)

� SO (somnolentio) - usínající £lov¥k se zav°enýma o£ima (somnolence)

prob./záz. OA OC SO
1/1 10 11 15
1/2 15 11 15
1/3 16 8 12
2/1 17 16 16
2/2 10 11 11
2/3 31 15 16
3/1 15 23 8
3/2 12 11 9
3/3 12 19 8
4/1 8 15 9
4/2 13 17 8
4/3 10 15 9
5/1 9 15 15
5/2 10 17 9
5/3 11 13 10
6/1 13 24 12
6/2 18 13 13
6/3 13 18 16

prob./záz. OA OC SO
1/1 12 5 12
1/2 11 9 12
1/3 9 14 7
2/1 11 12 11
2/2 11 14 12
2/3 25 11 11
3/1 11 12 7
3/2 17 20 13
3/3 8 12 8
4/1 10 12 6
4/2 10 13 6
4/3 10 12 6
5/1 15 14 11
5/2 10 13 11
5/3 16 10 10
6/1 12 11 10
6/2 12 11 17
6/3 15 7 11

Tabulka 4:1: Estimace °ádu modelu pomocí Akainova FPE, AIC a Parze-

nova CAT kritéria. Vlevo signál od�ltrovaný na 35 Hz, vpravo signál od�ltrovaný

na 15 Hz.

Výsledek odhad· je shrnut v tabulce 4:1 pro dva druhy signálu: od�ltro-
vaný na ²í°ku pásma 35 Hz a 15 Hz. Pro odhad °ádu modelu jsem pouºil
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v²echna diskutovaná kritéria. Je velmi p°ekvapivé, ºe v 50 p°ípadech z 54
poskytly v²echny kritéria shodný odhad. Lze tedy usoudit, ºe Akainovo

AIC, FPE a Parzenovo CAT kritérium jsou pro odhad °ádu mo-

delu EEG signálu ekvivalentní. V tabulce je proto uvád¥na pouze jedna
hodnota odhadu a ne v²echny t°i.

Z tabulky je z°ejmé, ºe ve v¥t²in¥ p°ípad· neexistuje jednozna£ná

korelace daného psychického stavu probanda s odhadnutým °ádem

modelu. U n¥kterých p°ípad· jsou ov²em jisté rozdíly patrné. Nap°íklad u
probanda 3 a 4 jsou odhadnuté °ády modelu p°i somnolenci výrazn¥ niº²í
neº p°i vigilit¥ nebo otev°ených o£ích.

4.5 Spektrální analýza

Aproximace spektrální hustoty signálu vychází z výpo£tu frekven£ní charak-
teristiky autoregresního modelu.

G(ej�) =
T � P (M)�����1�

MX
m=1

a(m) � e�j2�mfT

�����
2
; (4.10)

kde T = 1=2B, B je ²í°ka pásma, P (M) je výkon chyby predikce e(n)
�ltru °ádu M . Pro P [M ] platí

P (M) =
1

N

NX
n=1

e2(n); kde N je po£et vzork· (4.11)

4.6 Porovnání parametrických a klasických metod

Spektrální odhad porovnávám na základ¥ dvou kritérií

� frekven£ní rozli²ení

� vliv ²umu

4.6.1 Frekven£ní rozli²ení

Wiener-Chin£inovy vztahy (viz. rovnice 2.10) ukazují, ºe popis signálu ve
frekven£ní oblasti je ekvivalentní popisu pomocí autokorela£ní funkce. Z
uvedených vztah· je z°ejmé, ºe délka autokorela£ní funkce ur£uje moºné
frekven£ní rozli²ení. Klasické metody po£ítají autokorela£ní funkci podle
vztahu 2.8. Jejich rozli²ení je p°ímo úm¥rné délce autokorela£ní funkce. U
parametrických metod je autokorela£ní funkce dána impulzní odezvou au-
toregresního �ltru. Parametrické metody jsou schopné extrapolovat autoko-
rela£ní funkci za maximální zpoºd¥ní, které lze z daného signálu spo£ítat.
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Frekven£ní rozli²ení t¥chto metod je tém¥° nezávislé na délce zpracovávaného
signálu.

Pro ov¥°ení t¥chto p°edpoklad· jsem pomocí obou metod vypo£ítal au-
tokorela£ní funkce pro r·zné délky testovacího signálu. Testovací signál jsem
vytvo°il sm¥sí dvou sinusovek o fekvencích 12 a 14 Hz vzájemn¥ fázov¥ po-
sunutých o 90Æ. Takto vytvo°ený signál simuluje moºný pr·b¥h signálu EEG
v alfa pásmu aktivity mozku. Pr·b¥h tohoto signálu je na obrázku 4.6.

Obrázek 4.6: Testovací signál vytvo°ený pro ov¥°ení frekven£ního rozli²ení kla-
sických a parametrických metod.

Nejd°íve jsem vypo£ítal autokorela£ní funkci pro celý signál (tedy 384
vzork·) a pak pouze pro prvních 30 vzork· (v obrázku 4.6 je tento úsek
ozna£en £erven¥). Obrázek 4.7 ukazuje autokorela£ní funkci celého signálu,
obrázek 4.8 autokorela£ní funkci spo£ítanou z prvních 30 vzork·.

Obrázek 4.7: Autokorela£ní funkce signálu z obrázku 4.6. Vlevo vypo£ítaná
klasickými metodami, vpravo autoregresním modelem.

Obrázek 4.8: Autokorela£ní funkce 30 vzorkového segmentu signálu z ob-
rázku 4.6. Vlevo vypo£ítaná klasickými metodami, vpravo autoregresním mode-
lem. Dosaºené frekven£ní rozli²ení klasických metod je v tomto p°ípad¥ jiº zcela
nedostate£né.
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Ob¥ metody poskytují srovnatelný výsledek pokud po£ítám autokore-
la£ní funkce z celého signálu (viz. obrázek 4.7). Pro velmi krátké signály
nejsou klasické metody schopny výpo£tu autokorela£ní funkce, nebo´ dosa-
ºené rozli²ení je p°íli² malé. Naproti tomu autokorela£ní funkce získaná z
impulzní odezvy AR modelu je správn¥ ur£ena i pro takto krátký úsek (viz.
obrázek 4.8). Z daného pokusu vyplývá, ºe frekven£ní rozli²ení paramet-

rických metod je výrazn¥ vy²²í neº u klasických metod.

4.6.2 Vliv ²umu

Elektroencefalogra�cká aktivita mozku bývá £asto znehodnocena ²umem tech-
nického i biologického rázu. Získané spektrální odhady mohou být tímto
²umem siln¥ ovlivn¥ny. Pro ov¥°ení míry vlivu ²umu na p°esnost odhadu
porovnávaných metod jsem vypo£ítal autokorela£ní funkce neza²um¥ného a
za²um¥ného signálu a pak je porovnal. Míra podobnosti vypo£ítaných auto-
korela£ních funkcí ur£uje odolnost spektrálního odhadu na ru²ení ²umem.

Signál pouºitý pro testování frekven£ního rozli²ení jsem za²um¥l bílým
²umem (SNR = 1=2). Autokorela£ní funkce jsem vypo£ítal stejným zp·so-
bem jako p°i testu frekven£níko rozli²ení, aby bylo moºno dosaºené výsledky
porovnat.

Obrázek 4.9: Testovací signál vytvo°ený pro ov¥°ení vlivu ²umu v signálu na
spektrální odhad.

n

Rh
(n)

Obrázek 4.10: Autokorela£ní funkce signálu z obrázku 4.9. Vlevo vypo£ítaná
klasickými metodami, vpravo autoregresním modelem.
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n

Rh
(n)

Obrázek 4.11: Autokorela£ní funkce 30 vzorkového segmentu signálu z ob-
rázku 4.9. Vlevo vypo£ítaná klasickými metodami, vpravo autoregresním modelem.
�um v signálu zp·sobuje ²patný odhad autokorela£ní funkce autoregesním mode-
lem.

Autokorela£ní funkce vypo£ítaná z celého signálu se u výpo£tu klasickými
metodami tém¥° nezm¥nila; u parametrických metod lze pozorovat drobný
rozdíl, ale odhad je stále celkem spolehlivý (viz obrázky 4.7 a 4.11). Pro 30
vzorkový segment signálu jsou jiº patrné rozdíly u obou metod. U klasických
metod je tento rozdíl malý, zatímco u parametrických metod odhad auto-
korela£ní funkce jiº zcela neodpovídá p·vodní autokorela£ní funkci po£ítané
z neza²um¥ného signálu. Z daného pokusu vyplývá, ºe parametrické me-

tody vykazují zna£n¥ vy²²í citlivost na p°itomnost ²umu v signálu

neº metody klasické.



Kapitola 5

Teorie chaosu

Teorie chaosu je velice mladou matematickou discipínou, která p°iná²í zcela
nový pohled na zpracování signál·. Zabývá se dynamickými deterministic-
kými systémy, které vykazují zna£nou citlivost na po£áte£ní podmínky (viz.
obrázek 5.1). Tyto systémy se nazývají chaotické. �asový vývoj t¥chto sy-
stém· nelze predikovat na dlouhou dobu dop°edu, ale lze najít ur£itý °ád,
kterým se daný chaotický systém °ídí. Výhodou analýzy EEG signálu teorií
chaosu oproti ostatním metodám je zachování informace o fázi a dynamice
systému. Je t°eba podotknout, ºe EEG signál nemusí vºdy vykazovat chao-
tické chování a je tedy t°eba dát pozor, kdy je pouºití této teorie vhodné.

V této kapitole se budu zabývat rekonstrukcí stavové trajektorie, odha-
dem fraktální a stavové dimenze. Vycházím zejména z [14] a z [15]. Nepo-
da°ilo se mi najít jedinou £eskou knihu zabývající se zpracováním signálu
pomocí teorie chaosu. Názvosloví p°ejímám z angli£tiny a m·ºe být proto
nep°esné. Z tohoto d·vodu vºdy uvádím u £eského pojmu i anglický. Pro
výpo£ty jsem pouºil TSTOOL toolbox (je p°iloºen na CD disku) a Signal
Processing toolbox pro Matlab.

Obrázek 5.1: Chaotické systémy vykazují zna£nou citlivost na po£áte£ní podmínky.
Vybrané záznamy jsou po°ízeny ze stejné EEG elektrody za podobných podmínek.
Po£áte£ní korelace mezi ob¥mi signály se velmi rychle ztrácí. Zobrazený úsek od-
povídá 2 sekundám.

43
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5.1 Rekonstrukce stavové trajektorie

Dynamický systém lze popsat diferenciálními rovnicemi, kde po£et rovnic ur-
£uje po£et nezávislých parametr· systému. Sestavení t¥chto rovnic umoº¬uje
popis systému ve stavovém prostoru. Diferenciální rovnice se nazývají stavové
a po£et nezávislých parametr· ur£uje dimenzi stavového prostoru. Zm¥na
parametr· v £ase má za následek zm¥nu stavu, tedy posun ve stavovém pro-
storu. Zobrazení t¥chto zm¥n ur£uje stavovou trajektorii daného systému. U
sloºitých biologických systém· nelze sestavit stavové rovnice, k dispozici je
pouze m¥°itelný výstup systému, v mém p°ípad¥ EEG signál. Rekonstrukce
stavové trajektorie vychází pouze z pr·b¥hu výstupu analyzovaného systému.
P°i správné volb¥ dimenze stavového prostoru je tato rekonstrukce moºná
metodou delay-time embeding. Lze dokázat, ºe tato metoda je schopná plné
rekonstrukce stavové trajektorie.

Obrázek 5.2: Rekonstrukce stavové trajektorie. Naho°e signál pouºitý pro
rekonstrukci (délka signálu 3s), dole jeho atraktor.
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Rekonstrukce stavových vektor· s(1); : : : ; s(k) je de�nována následovn¥

s(1) = [x(1); x(1 + L); x(1 + 2L); : : : ; x(1 + (m� 1)L)] (5.1)

s(2) = [x(2); x(2 + L); x(2 + 2L); : : : ; x(2 + (m� 1)L)]

...

s(k) = [x(k); x(k + L); x(k + 2L); : : : ; x(k + (m� 1)L)]

kde L zna£í £asové zpoºd¥ní (ang. lag, delay-time) odd¥lující komponenty
rekonstruovaných stavových vektor·, s je bod vm-rozm¥rném stavovém pro-
storu, tedy s = j1s1 + j2s2 + : : : + jmsm jsou p°íslu²né sm¥rové vektory.
Spojením t¥chto bod· získám trajektorii stavu.

5.2 Volba £asového zpoºd¥ní

Volba £asového zpoºd¥ní p°ímo ovliv¬uje rekonstrukci stavových vektor·. Je
t°eba nalézt takové zpoºd¥ní L, aby vzorky signálu x(n), x(n+L), x(n+2L),
. . . , x(n + (m � 1)L) pouºité pro rekonstrukci stavového vektoru byly vzá-
jemn¥ nezávislé. Pokud ur£ím £asové zpoºd¥ní p°íli² nízké, budou stavové
vektory po£ítány z korelovaných dat a rekonstruovaná trajektorie bude zde-
formovaná. Naopak pro p°íli² velké zvolené zpoºd¥ní m·ºe dojít ke ztrát¥
struktury trajektorie. Pro správnou volbu £asového zpoºd¥ní se pouºívá n¥-
kolik metod. V této práci budu vycházet z autokorela£ní metody a z metody
vzájemné informace.

5.2.1 Autokorela£ní metoda

Princip této metody je velmi jednoduchý. Z analyzovaného signálu x(n) vy-
po£ítám autokorela£ní funkci Rxx(�) podle 2.8 a naleznu první pr·chod nu-
lou. Tato vzdálenost ur£uje £asové zpoºd¥ní.

Obrázek 5.3: Získání £asového zpoºd¥ní L autokorela£ní metodou. První
pr·chod nulou nastává u 4 vzorku autokorela£ní funkce, £asové zpoºd¥ní volím
L = 4.
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5.2.2 Vzájemná informace

Koncept vzájemné informace (MI z angl. mutual information) byl vyvinut na
základ¥ informa£ní teorie v roce 1986 Fraserem a Swinneym. Jejich snahou
bylo odpov¥d¥t na jednoduchou otázku: pokud je známa hodnota funkce
f(t) v £ase t, kolik dal²ích hodnot této funkce f(t + t1) lze predikovat?
Koncept vzájemné informace vysv¥tlím na jednoduchém p°ikladu. M¥jme
systém S, který posílá ur£ítý po£et zpráv s1; s2; s3; : : : ; sn, kde kaºdá zpráva
má dva stavy. Frekvenci výskytu t¥chto zpráv ur£ují pravd¥podobnosti t¥chto
zpráv P (s1), P (s2), P (s3), . . . , P (sn). St°ední hodnotu informa£ního obsahu
zprávy vyjad°uje entropie

H(S) =

Z
1

�1

I(s) � f(s)ds; (5.2)

kde I(s) reprezentuje danou zprávu (nebo zpracovávaný signál), f(s) je
hustota pravd¥podobnosti.

V na²em p°ípad¥ mají zprávy pouze dva stavy a výpo£et entropie se
zjednodu²²í na

H(S) = �
nX
i

P (Si) � log(P (Si)): (5.3)

Nyní uvaºujme dva vzájemn¥ závislé systémy S a Q, které vysílají zprávy
s1; s2; s3; : : : ; sn a q1; q2; q3; : : : ; qn. Víme-li, jaká je hodnota zprávy si, jsme
schopni do ur£ité míry p°edpov¥d¥t i hodnotu zprávy qi. De�nujme podmí-
n¥nou entropii:

H(QjS) = H(S;Q)�H(S); (5.4)

kde
H(S;Q) = �

X
i;j

P (si; qj) � log(P (si; qj)); (5.5)

kde P (si; qj) je sdruºená pravd¥podobnost obou systém·.

Vzájemná informace pak je:

MI(S;Q) = H(Q)�H(QjS) = H(Q) +H(S)�H(S;Q): (5.6)

Tento vzorec jiº °e²í p·vodní problém, tedy s jakou pravd¥podobností lze
predikovat zprávu systému Q ze zprávy systému S.

Pokud nahradím zprávy si signálem x(n), lze koncept vzájemné infor-
mace aplikovat na výpo£et nezávislosti dvou signál·. Pro nalezení vhodného
£asového zpoºd¥ní L hledám závislost mezi p·vodním signálem x(n) a sig-
nálem x(n) posunutým o £asové zpoºd¥ní L takové, aby vzájemná informace
dosáhla minima. Tuto závislost ukazuje obrázek 5.4.
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Obrázek 5.4: Vzájemná informace pro EEG signál z obrázku 5.2. Minimum
ur£uje optimální £asové zpoºd¥ní L pro rekonstrukci stavové trajektorie. V tomto
p°ípad¥ je L = 2.

Porovnání autokorela£ní metody a metody vzájemné informace

Základním rozdílem mezi autokorela£ní metodou a metodou vzájemné in-
formace spo£ívá v hledané závislosti. Autokorela£ní metoda je schopná pod-
chytit pouze lineární závislost daných signál·, kdeºto metoda vzájemné in-
formace je schopna najít nelineární závislosti mezi signály (viz [15]), je tedy
obecn¥j²í a v praxi by m¥la být p°esn¥j²í. Z t¥chto d·vod· budu metodu
vzájemné informace preferovat p°ed autokorela£ní metodou.

5.3 Odhad fraktální dimenze

Fraktální dimenze je m¥°ítkem komplexity a chaoti£nosti zpracovávaného
systému1. Popí²i nejznám¥j²í metodu výpo£tu fraktální dimenze objevenou
Grassbergrem a Procacciou. Fraktální dimenze D2 je de�nována jako

D2 =
log(C(r))

log(r)
; (5.7)

kde C(r) je korela£ní integrál de�novaný následovn¥

C(r) =
1

Np

kX
i=1

kX
j=(i+1)

�(r � js(i)� s(j)j); (5.8)

1Matematicky lze de�novat nekone£ný rozsah dimenzí nazývaných Renyi dimenze. Po-

kud mluvím o fraktální dimenzi, jedná se o dimenzi D2 podle Renyiho de�nice
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kde s() je vypo£ítaný stavový vektor, js(i)�s(j)j je Euklidova vzdálenost
dvou stavových vektor·, � reprezentuje Heavisidova funkce2, r je zvolená
vzdálenost, Np je celkový po£et v²ech moºných kombinací pár· stavových
vektor·.

Dvojitá suma v rovnici 5.8 zaji²´uje, aby byly pro výpo£et C(r) pouºity
v²echny moºné kombinace dvojic stavových vektor·. Výsledkem sumace je
po£et pár· stavových vektor·, které jsou mezi sebou blíºe neº vzdálenost r.
Pom¥r 1=Np zaji²´uje proporcionalitu °e²ení.

P°i výpo£tu nejd°íve volím r men²í neº je nejmen²í vzdálenost dvou sta-
vových vektor·. V tomto p°ípad¥ je C(r) = 0. Postupn¥ zvy²uji hodnotu r a
po£ítám C(r). Fraktální dimenze D2 je ur£ena sklonem p°ímky logaritmic-
kého zobrazení C(r) k r (viz. obrázek 5.5).

−1 0 1 2 3
−14

−12

−10

−8

−6

−4

−2

ln r

ln
 C

(r
)

Obrázek 5.5: Výpo£et fraktální dimenze pomocí korela£ního integrálu.
Sklon p°ímky ur£uje fraktální dimenzi signálu z obrázku 5.2.

5.3.1 Klasi�kace na základ¥ fraktální dimenze

P°i zpracovávání EEG signálu jsem provedl pokus s estimací fraktální di-
menze pro vybrané úseky dat 6 proband· (detaily viz. Kapitola 1, sekce
M¥°ení). Úseky byly od�ltrovány na 15 Hz a dimenze stavového prostoru
byla 3. Tato hodnota vychází z praktických výsledk· odhadu dimenze sta-
vového prostoru v dal²í £ásti této kapitoly. Celkem se jednalo o 54 úsek·.
Cílem bylo zjistit jestli existuje korelace mezi odhadnutou fraktální dimenzí
a stavem probanda. Pokud by se ukázalo, ºe se odhadnutá dimenze výrazn¥
li²í pro vybrané situace, mohl by tento fakt slouºit jako estimátor stavu.
Jednotlivé testované stavy jsou následující.

2Heavisidova funkce � se pouºívá pro sou£et hodnot. Pokud je evaluovaný výraz v¥t²í

neº 0, je � = 1, jinak � = 0
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� OA (oculi aperti) - relaxující £lov¥k s otev°enýma o£ima

� OC (oculi clausi) - relaxující £lov¥k se zav°enýma o£ima (vigilita)

� SO (somnolentio) - usínající £lov¥k se zav°enýma o£ima (somnolence)

Výsledek odhad· je shrnut v tabulce 5:1.

prob./záz. OA OC SO
1/1 2.64 2.59 3.27
1/2 2.68 3.45 2.33
1/3 2.75 2.72 2.24
2/1 2.74 2.20 3.50
2/2 2.26 3.20 2.40
2/3 2.66 2.96 2.80
3/1 2.84 3.35 3.35
3/2 2.35 2.54 2.55
3/3 2.68 2.93 2.20

prob./záz. OA OC SO
4/1 3.14 2.60 3.08
4/2 3.04 2.40 3.44
4/3 3.04 3.25 2.90
5/1 3.49 2.68 2.73
5/2 2.78 3.16 2.60
5/3 2.62 3.24 2.90
6/1 2.70 2.37 2.60
6/2 3.03 2.90 2.55
6/3 3.26 2.85 2.84

Tabulka 5:1:Odhad fraktální dimenze jednotlivých záznam· �ltrovaných na

²í°ku pásma 15 Hz.

Odhady fraktální dimenze jednotlivých záznam· se pohybují kolem hod-
noty 3 s drobnými výkyvy na ob¥ strany. Není moºné vysledovat závislost
mezi du²evním stavem probanda a fraktání dimenzí jeho záznamu. Tento
poznatek je velmi p°ekvapivý. Vedl m¥ k provedení dal²ího testu tentokrát
se signálem od�ltrovaným na 35 Hz. Dimenzi stavového prostoru jsem zvolil
rovnu 5. Výsledky jsou shrnuty v tabulce 5:2.

prob./záz. OA OC SO
1/1 3.75 3.39 -
1/2 - 6.69 8.14
1/3 8.26 7.75 4.92
2/1 4.60 6.17 8.46
2/2 4.20 3.77 4.90
2/3 4.07 9.51 -
3/1 2.82 6.36 3.83
3/2 4.25 3.55 -
3/3 - 3.80 6.26

prob./záz. OA OC SO
4/1 - 6.80 6.17
4/2 - - 1.29
4/3 5.13 4.37 6.07
5/1 - 3.97 2.35
5/2 4.27 4.25 3.11
5/3 5.35 4.90 2.60
6/1 3.57 2.74 -
6/2 2.98 4.6 3.30
6/3 7.42 3.09 4.63

Tabulka 5:2:Odhad fraktální dimenze jednotlivých záznam· �ltrovaných na

²í°ku pásma 35 Hz (n¥které z hodnot nebylo moºno ur£it).
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Korelace mezi du²evním stavem probanda a odhadnutou frak-

tální dimenzí se neprojevila. Toto zji²t¥ní je p°ekvapující, nebo´ z te-
oretického hlediska by se dalo o£ekávat, ºe se ur£ité vazby projeví. P°ed
zamítnutím výpo£tu odhadu fraktální dimenze jako vhodného markeru mik-
rospánku je t°eba t°eba provést dal²í pokusy, hledat alternativní metody
výpo£tu fraktální dimenze a p°ípadn¥ i vhodné metody �ltrace EEG signálu.

5.4 Odhad dimenze stavového prostoru

P°i rekonstrukci stavové trajektorie je t°eba znát dimenzi stavového prostoru
m. Tato hodnota je dána po£tem nezávislých parametr· systému. Jelikoº
krom¥ EEG signálu nemáme o zpracovávaném systému ºádn¥ informace, je
t°eba správnou dimenzi odhadnout.

Jednou z moºných metod odhadu m, je sledovat zm¥nu fraktální dimenze
D2 pro r·zné hodnoty m. Je tedy t°eba vypo£ítat D2 pro zvolený rozsah
hodnot m (z experiment· vyplývá, ºe vhodná volba m pro EEG signál se
pohybuje mezi 3 aº 12 [15]). Pokud s rostoucím m roste rovnom¥rn¥ i D2,
je zpracovávaný signál bílý ²um nebo stochastický proces a není moºné ur£it
jeho efektivní dimenzi (bílý ²um je náhodný proces, který není determinis-
tický; dimenze jeho stavového prostoru se rovná nekone£nu). Pro chaotické
systémy by se p°i hledaném m m¥l nár·st hodnoty fraktální dimenze výrazn¥
sníºit. Dojde k tzv. saturaci. V grafu D2 vs. m je tato hodnota patrná jako
zlom.

Pro odhad dimenze stavového prostoru byly vyvynuty i jiné metody po-
skytující o n¥co p°esn¥j²í odhady neº popsaná metoda. V mém p°ípad¥
jsem pouºil Caovu metodu. Výstupem této metody je graf závislosti E a
m (P°esný výpo£et Caovy metody a de�nice E p°esahuje rozsah této práce
a je moºno ho nalézt v [17]). Mezi E a D2 existuje p°ímá závislost a je tedy
moºné hledat m stejným zp·sobem jak bylo popsáno u p°ede²lé metody.
Hledáme tedy zlom v grafu m vs. E za kterým se výrazn¥ sníºí nár·st E.
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Obrázek 5.6: Výpo£et dimenze stavového prostoru pomocí Caovy me-
tody. Zlom v grafu u hodnoty d = 3 ur£uje efektivní dimenzi stavového prostoru.

5.4.1 Praktické výsledky p°i odhadu dimenze stavového pro-

storu

P°i analýze jednotlivých záznam· bylo t°eba ur£it dimenzi stavového pro-
storu kaºdého z nich. Jelikoº se jedalo se o více neº 50 zpracovávaných
segment·, mají zji²t¥né výsledky jiº vypovídající statistickou hodnotu. Zjistil
jsem, ºe pokud EEG signál od�ltruji dolní propustí na 15 Hz, je odhadnutá
dimenze stavového prostoru rovna 3 u více jak 90% záznam· (odhadnutá
dimenze u zbytku záznam· byla rovna 4 a u jednoho p°ípadu dokonce 2).
Tento výsledek je velmi pot¥²ující, nebo´ stavovou trajektorii lze v tomto
p°ípad¥ snadno zobrazit a analyzovat. Pro záznamy �ltrované na 35 Hz vy-
cházela odhadnutá dimenze na 10 aº 12. Tato hodnota se shoduje s výsledky
v [15]. Stavovou trajektorii s dimenzí tohoto °ádu nelze jiº snadno zobrazit
a analýza t¥chto systém· je tedy sloºit¥j²í.

Jelikoº jsou zji²t¥né dimenze u více neº 90% záznam· totoºné a rozptyl
hodnot které nesouhlasí je minimální, není t°eba pro analýzu EEG signál·
po£ítat odhad dimenze, ale lze vyjít ze zji²t¥ných hodnot. Pro signály od�l-
trované na 15 Hz budu pouºívat dimenzi m = 3 a pro signály od�ltrované
na 35 Hz dimenzi m = 10.



Kapitola 6

Zhodnocení výsledk·

Tato kapitola poskytuje zhodnocení získaných praktických výsledk· analýzy
6 proband· metodami prezentovanými v této práci. Samotné výsledky jsou
zobrazeny v p°ílohách; detaily experimentu lze najít v první kapitole. P°i
porovnávání výsledk· je t°eba vycházet z toho, ºe se jedná o biologická data.
Mozková £innost odpovídá velice sloºitému procesu o kterém máme stále
velmi málo informace (nap°. se zde promítají mentální £innosti, které nejsme
schopni postihnout). Je také t°eba vzít v úvahu, ºe p°i analýzách vycházím
pouze ze záznamu jedné elektrody. Pokud by k analýze bylo pouºito více
elektrod a byla by zohledn¥na jejich vzájemná závislost, bylo by moºno o£e-
kávat výrazn¥ lep²í výsledky. Výsledky je tedy t°eba posuzovat se z°etelem
na tyto aspekty.

6.1 Spektrální analýza

Hodnoty spektrálních odhad· jednotlivých záznam· se výrazn¥ li²í a to ne-
jen mezi jednotlivými stavy, ale i pro stavy stejné. V záznamech se výrazn¥ji
projevuje delta a alfa aktivita. Theta aktivita se v záznamech neprojevuje
v·bec a beta aktivita má ve v²ech p°ípadech malou amplitudu. Pro klasi�-
kaci se jeví jako nejd·leºit¥j²í vzájemný pom¥r alfa a delta aktivity. U £ásti
záznam· je p°i otev°ených o£ích výrazná p°eváºn¥ delta aktivita, kdeºto alfa
aktivita je výrazn¥ niº²í. Pro vigilitu je situace opa£ná, tedy vysoká alfa
aktivita a relativn¥ nízká delta aktivita (tento fakt není tolik z°ejmý jako
pom¥r alfa/delta aktivity u otev°ených o£í). V porovnání s vigilitou nastává
p°i somnolenci pokles alfa aktivity a p°ibývá delty.

Spektrální analýza byla provedena jak metodami klasickými tak para-
metrickými. Spektrální odhady získané ob¥mi metodami vykazují zna£nou
podobnost. Lze usoudit, ºe ob¥ metody jsou schopny poskytnout kvalitativn¥
shodné odhady. U parametrických model· je z°ejmá o n¥co vy²²í citlivost,
která umoº¬uje lep²í rozli²ení jednotlivých stav· probanda. V p°ípadech, kdy
EEG signál obsahuje artefakty, zp·sobuje tato citlivost nep°esnost odhadu.
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6.2 Parametrické modely

U parametrických metod je spektrální odhad signálu dán frekven£ní cha-
rakteristikou spo£ítaného autoregresního �ltru. P°i pouºití AR modelu je
tedy výhodn¥j²í vyjít p°ímo z umíst¥ní pól· AR �ltru (ur£itou vypovídací
schopnost o stavu probanda má i odhadnutý °ád modelu - viz kap. 4.4.1). Ze
záznam· je vid¥t, ºe umíst¥ní n¥kterých z pólu se pro r·zné signály p°íli² ne-
m¥ní, kdeºto zm¥na umíst¥ní jiných je zna£ná. Klasi�kace stavu na základ¥
t¥chto zm¥n je v mnoha p°ípadech moºná a zdá se, ºe by mohla p°inést lep²í
výsledky neº klasi�kace pomocí spektrální analýzy.

Významné záv¥ry lze vyvodit nap°. ze záznamu probanda 4. P°i vigilit¥
m·ºeme sledovat komplexn¥ sdruºený pól v pravé £ásti z-roviny (na ose x
u hodnoty 0:8, na ose y u hodnoty �0:05), který je umíst¥n ve v²ech t°ech
p°ípadech prakticky stejn¥. P°i otev°ených o£ích je reálná sloºka tohoto pólu
stále u hodnoty 0:8, jeho komplexní sloºka se ale oproti vigilit¥ n¥kolikaná-
sobn¥ zvý²ila. P°i somnolenci se tento pól u dvou záznam· ze t°í ztratí a
nahradí ho dva reálné póly v pravé £ásti z-roviny.

6.3 Teorie chaosu

U naprosté v¥t²iny záznam· otev°ených o£í nelze vysledovat ºádnou projevu-
jici se strukturu stavové trajektorie. U relativn¥ velké £ásti záznam· vigility
je z°ejmá struktura prstencovitého tvaru. P°i somnolenci se tato struktura
objevuje mén¥ £asto, ale pom¥rn¥ £asto lze vysledovat ur£itý nástin této
struktury. Je více neº pravd¥podobné, ºe se takto projevuje alfa aktivita
mozku, která je u otev°ených o£í minimální a p°i vigilit¥ dosahuje vy²²ích
hodnot. Nástin této struktury u somnolence by mohl odpovídat postupnému
rozpadu alfa aktivity p°i usínání. Z daných záv¥ru je vid¥t, ºe rekonstrukce
stavové trajektorie m·ºe odráºet ur£ité procesy odehrávající se v mozku.
Pokud by jsme vzali v potaz celý frekven£ní rozah EEG signálu, bylo by
moºno vysledovat dal²í závislosti. K tomuto ú£elu je t°eba pouºít metody
umoº¬ující analýzu vícerozm¥rných dat p°ekra£ující rozsah této práce.

6.4 Záv¥r

Jelikoº jsou prezentované výsledky vyhodnoceny pouze na základ¥ analýzy 6
proband·, je k jejich potvrzení nutno provést dal²í m¥°ení a ty následn¥ sta-
tisticky vyhodnotit. I p°esto jsou dané výsledky schopny poskytnout p°ehled
do jaké míry jsou pouºité metody schopné odli²it stav vigility od somno-
lence. Jako nejvhodn¥j²í zp·sob detekce mikrospánku se jeví pouºití para-
metrických metod, kde je moºno vyjít z umíst¥ní pól· autoregresního �ltru v
komplexní rovin¥. Ve frekven£ní oblasti lze pro dané stavy vysledovat ur£itý
trend projevující se zm¥nou pom¥ru alfa/delta aktivity. Lze tedy usoudit, ºe i
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klasické metody mají ur£itou rozli²ovací schopnost p°i detekci mikrospánku.
Výsledky dále ukázaly, ºe metody zaloºené na teorii chaosu jsou schopny
re�ektovat procesy odehrávající se v mozku. Jejich pouºití se jeví zajímavé
spí²e pro teoretické úvahy, neº p°ímo pro detekci mikrospánku. Pouze dal²í
úsilí v¥nované tomuto druhu analýzy EEG signálu ukáºe, zda jsou tyto p°ed-
poklady správné. A£koliv se u v²ech metod projevila schopnost odli²it jed-
notlivé testované stavy, neumoº¬uje ºádná z metod detekovat mikrospánek
ve v²ech p°ípadech. Podle mého úsudku bude t°eba pro návrh spolehlivého
klasi�kátoru mikrospánku pouºít expertní systém, který bude rozhodovat na
základ¥ parametr· v²ech pouºitých metod.

Úkolem této diplomová práce bylo prozkoumat vhodné metody analýzy
EEG aktivity s ohledem na detekci a p°ípadnou predikci mikrospánku. Krom¥
nezbytných teoretických úvah poskytla tato práce praktické výsledky pou-
ºitelné p°i analýze EEG záznam· danými metodami (vhodné pr·m¥rování
spektrálních odhad·, volba °ádu autoregresního �ltru, volba dimenze stavo-
vého prostoru ad.). Výsledky analýz reálných záznam· umoº¬ily zhodnocení
moºností jednotlivých metod predikovat mikrospánek a poskytly dobrý zá-
klad pro dal²í vývoj projektu.



Literatura

[1] Faber J., EEG atlas do kapsy. Nakladatelství Triton, Praha, 1997.

[2] �mejkal V., Broºek G.: Základy patofysiologie nervového systému. Skrip-
tum 2. LF UK, Praha, 1977.

[3] Ganong W.:P°ehled léka°ské fyziologie. Nakladatelství a vydavatelství
H&H, Jino£any 1995.

[4] Petrovický P.: Systematická, topogra�cká a klinická anatomie IX. Cen-
tralní nervový systém. Vydavatelství Karolinum, Praha, 1995.

[5] Vydra L.: Analýza moºností predikce mikrospánku operátor· technických
systém·. Diserta£ní práce, �VUT fakulta dopravní, Praha, 2000

[6] Tichý T.: Výb¥r signi�kantních parametr· poklesu pozornosti u °idi£·.
Diplomová práce, �VUT fakulta dopravní, Praha, 2000

[7] Tichý T., Leso M., Faber J., Novák M.: Detekce sniºování bd¥losti
lidského £initele. Výzkumná zpráva �VUT, FD £. LSS 73=2000, Praha,
2000.

[8] Kraj£a V., Petránek S.: Po£íta£ová elektroencefalogra�e: úvod do proble-
matiky. �eská a slovenská neurologie a neurochirurgie, 1 Supplementum,
Ro£ník 58.

[9] Weitkunat R.: Digital biosignal processing. Elsevier Science Publishers,
Amsterdam, 1991.

[10] McEwen J.A.: Modelling the stacionarity and gaussianity of spon-
taneous elektroencefalographic activity. IEEE Trans. Biomedical Engi-
neering vol. BME-22, pp. 299-305, 1975.

[11] Uhlí° J., Sovka P.: �íslicové zpracování signálu. Vydavatelství �VUT
Praha, 1995, Skriptum �VUT FEL.

[12] Hlavá£ V., Sedlá£ek M.: Zpracování signál· a obraz·. Vydavatelství
�VUT Praha, 2000 Skriptum �VUT FEL.

55



LITERATURA 56

[13] Orfanidis, S. J.: Optimum signal processing. McGraw-Hill, Inc., New
York, 1988.

[14] Cambel A.B.: Applied chaos theory: a paradigm for complexity. Acade-
mic press, Inc., San Diego, 1993.

[15] Angeleri F., Butler S., Giaquinto S., Majkowski J.: Analysis of the
electrical activity of the brain. John Wiley & Sons Ltd., Chichester,
1997.

[16] Kocourek P., P°enos informace. Vydavatelství �VUT Praha, 1999
Skriptum �VUT FEL.

[17] Cao L.: Practical method for determining the minimum embedding di-
mension of a scalar time series. Physcai D, 110, pp. 43� 50, 1997.

[18] Mar²álek K., Rozman J.: Recognition of transient phenomena in a bio-
signal. Radioengineering, Volume 9, No. 1, pp. 1� 3, April 2000.

[19] Muthuswamy J., Thakor N.: Spectral analysis methods for neurological
signals. Journal of neuroscience methods, Volume 83, No. 1, pp. 1� 14,
August 1998.

[20] Harris Ch.: The Fourier analysis of biological transients. Journal of
neuroscience methods, Volume 83, No. 1, pp. 15� 34, August 1998.

[21] Jung T., Makeig S., Stensmo M, Sejnowski T.: Estimating alertness
from the EEG power spectrum. IEEE trans. on Biomed. eng., Volume
44, No. 1, pp. 60� 68, January 1997.



Kapitola 7

P°ílohy

57


